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RESUMO:

O crescimento do poder computacional e da disponibilidade de grandes ba-
ses de dados governamentais tem levado a um crescente interesse no uso da
inteligéncia computacional em areas ainda nao muito exploradas, como as
atividades de auditoria relacionadas ao controle da administracao publica.
Este artigo tem por objetivo mostrar que a capacidade das redes neurais arti-
ficiais de classificar padroes pode ajudar as Cortes de Contas a desempenhar
suas competéncias de forma mais eficiente. Aplicacoes tipicas de auditoria es-
tao relacionadas a deteccdo de fraudes, auditoria de demonstracdes contabeis
e avaliagao de risco, dentre outras. O Tribunal de Contas da Uniao (TCU) tem
realizado diversas agcdes para desenvolver habilidades relacionadas a andlise
de dados, dentre as quais se destaca a inauguracao de um Centro de Pesquisa
e Inovacgao (CePl).
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ABSTRACT:

The increase of computational power and availability of large governmental
databases have led to a growing interest on the use of computer intelligence in
areas not yet much explored, such as auditing activities related to the control
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of public administration. This article aims to show that the capability of the ar-
tificial neural networks of classifying patterns can assist audit courts of account
in performing their duties more efficiently. Typical applications in this field
include fraud detection, audit of financial statements and risk assessment. The
Federal Court of Audit in Brazil (TCU) has taken several actions to develop
skills related to data analysis, especially the inauguration of a Research and
Innovation Center (CePl).

Keywords: External Control. Applied Computational Intelligence. Neural Ne-
tworks. Pattern Recognition. Auditing. Federal Court of Audit.

1 INTRODUCAO

Os avancos tecnolégicos observados nas Gltimas décadas, tanto no que
diz respeito a capacidade de processamento computacional quanto a capa-
cidade de armazenamento de dados, aliados a crescente disponibilizacao
de informacoes, lancam um desafio enorme aqueles que precisam trata-las e
emitir uma opiniao com base nesse tratamento.

Segundo Byrnes et al (2014), a ciéncia de dados, da mesma forma,
tem avancado enormemente, incorporando teorias, técnicas e aplicacoes de
software de muitas disciplinas, incluindo a andlise de dados, inteligéncia de
negocios, matematica e probabilidade, aprendizado estatistico (além do reco-
nhecimento de padroes), visualizacdo de dados e a andlise e tratamento de
grandes conjuntos de dados, a exemplo da mineracao e visualizacao de dados.

A aplicacao dessas teorias pode ser aproveitada pelos 6rgaos de con-
trole a fim de que eles possam apresentar novos tipos de evidéncias e realizar
auditorias mais focadas, podendo resultar em opinides mais fidedignas sobre
os objetos de auditoria, mesmo quando submetidos a requisitos severos de
performance como tempo, precisdo e custo.

Este artigo conceitua a classificacdao de padroes como ferramenta da
inteligéncia computacional aplicada e apresenta, resumidamente, as origens,
caracteristicas e treinamento das redes neurais artificiais, em especial da rede
“perceptron multicamadas” (MLP), exemplificando a sua utilizacao no cam-
po da auditoria. Além disso, informa como o Tribunal de Contas da Uniao
(TCU) tem incentivado o tratamento de bases de dados informacionais para
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tornar sua atuacao mais efetiva, tempestiva e inteligente.

2 O QUE SIGNIFICA CLASSIFICAR PADROES?

O reconhecimento automatico, a descricao, o agrupamento e a classifi-
cacgao de padroes sao ferramentas muito importantes para uma grande varie-
dade de disciplinas da engenharia e das ciéncias, como: biologia, psicologia,
medicina, visao computacional, inteligéncia artificial e sensoriamento remo-
to, dentre outras.

Mas o que sao padroes? Watanabe (1985 apud JAIN; DUIN; MAO,
2000, p. 4, traducao nossa) define um padrao como “o oposto ao caos; é uma
entidade para a qual pode ser atribuido um nome.” A titulo de exemplo, um
padrao pode ser um sinal de voz, uma amostra de DNA, um documento de
texto, um video clipe, uma impressao digital, uma palavra escrita a mao etc.

De posse do padrao, seu reconhecimento (ou classificacao) pode ser
realizado de forma nao supervisionada ou supervisionada. Na primeira, o pa-
drao é associado a uma classe até entiao desconhecida, técnica conhecida
como clustering. Nesse caso, o problema é de categorizacao, no qual as clas-
ses sao definidas pelo projetista do sistema ou sao aprendidas com base na
similaridade dos padroes. Na segunda, de maior interesse para esse artigo, o
padrao é identificado como sendo parte de uma classe pré-definida. A sepa-
racao de padroes entre as classes pode ser realizada por meio da andlise de
discriminantes.

Exemplos de aplicacoes nesse campo incluem data mining, classifica-
cao de documentos, previsoes financeiras, organizacao e busca em bancos de
dados multimidia e biometria, dentre muitas outras.

Em resumo, o reconhecimento de padroes é o estudo de como maqui-
nas podem observar o ambiente, aprender a distinguir padroes de interesse
e tomar decisdes confidveis e razoaveis sobre as categorias desses padroes.

O projeto de um sistema de reconhecimento de padroes envolve trés
macroetapas fundamentais: (i) aquisicao de dados e pré-processamento; (ii)
representacao dos dados e (iii) tomada de decisao. De modo geral, o dominio
do problema é quem dita a escolha do método aplicado em cada uma dessas
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etapas. Os modelos mais utilizados para tomada de decisao em reconheci-
mento de padrdes sao: encaixe no molde (template matching), encaixe estru-
tural (structural matching), classificacdo estatistica e redes neurais artificiais.

3 AS REDES NEURAIS ARTIFICIAIS

As redes neurais artificiais sao sistemas de processamento numérico,
compostas pela conexao de uma grande quantidade de processadores sim-
ples. Essas interconexodes tém inspiracao biolégica, a saber, no sistema ner-
voso dos seres vivos. O conceito subjacente a esses sistemas é a de que pro-
cessamentos complexos podem ser obtidos quando sdo combinados muitos
processadores simples, altamente interconectados, conhecido na literatura
Como conexionismo.

O conexionismo, que se utiliza de um processamento distribuido e
paralelo, em contraposicao com o processamento centralizado, representa
com alguma facilidade as caracteristicas dos processos cognitivos, como a
capacidade de considerar, simultaneamente, diversas restricoes ou de com-
binar diversas fontes de conhecimento. Consegue representar, além disso, a
capacidade de generalizacao.

Ainda que tenham inspiracao biolégica, os modelos de redes neurais
atualmente existentes nao representam aspectos e estruturas amplamente co-
nhecidos da fisiologia cerebral, como a organizacdo espacial dos neurdénios
e das interconexdes e a existéncia de variados tipos de sinais entre esses
“processadores”. Isso se deve a busca do equilibrio entre a plausibilidade
bioldgica dos modelos e seu tratamento matematico.

As figuras a seguir ilustram a visao esquematica de um neurdnio tipico
(Figura 1) e uma abstracao para fins computacionais (Figura 2):
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Figura 1: Neuronio tipico.
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Fonte: Disponivel em: < http://blogdopetcivil.com/2013/07/05/redes-neurais-artificiais/ >

Figura 2: Modelo nao linear de um né da rede neural.
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Fonte: Disponivel em: < http://www.scielo.br/scielo.php?script=sci_arttext&pi-
d=51806-11172011000100009 >

Os fundamentos do atual modelo de neurénio e do principio da asso-
ciacdo datam do final do século XIX, nos trabalhos de James (1890). Porém,
somente na primeira metade do século XX apareceram os primeiros estudos
importantes em relacdo a capacidade matematica de redes de elementos pro-
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cessadores inspirados em neurdnios. McCulloch e Pitts (1943) demonstraram
que associagoes desses neurdnios artificiais podiam implementar qualquer
funcao logica finita, o que pode ser considerado o primeiro sucesso teérico
do conexionismo.

Porém, o passo mais importante quanto ao tema foi dado quando Ro-
senblatt (1958) introduziu o primeiro modelo neural concreto, chamado de
perceptron, que inicialmente tinha apenas duas camadas: entrada e saida.
Esse modelo conseguia aprender a classificar padroes a partir de exemplos,
mas seu uso foi prejudicado por algumas limitacoes, expostas no trabalho
de Minsky e Papert (1969), causando uma descontinuidade das pesquisas.
O ressurgimento do interesse no conexionismo ocorreu com o uso do algo-
ritmo de treinamento por retropropagacao do erro (error backpropagation),
apresentado por Mclelland e Rumelhart (1986). Isso permitiu a extensao do
perceptron de Rosenblatt para varias camadas (multi-layer perceptron - MLP),
superando as limitacoes do modelo original e permitindo o desenvolvimento
de aplicagoes em diversos ramos do conhecimento.

Feito esse breve histérico, faz-se necessario situar as redes neurais ar-
tificiais dentro do universo de métodos aplicaveis ao reconhecimento de pa-
droes e descrever algumas de suas principais caracteristicas.

Embora existam diversas abordagens para o reconhecimento de pa-
drbes, sdao somente de interesse para este artigo as abordagens estatistica
e neural. Esta tem diferentes principios de funcionamento, embora utilize
modelos equivalentes aos daquela.

Na abordagem estatistica, cada padrao é representado por um conjun-
to de “n” caracteristicas — ou medidas — e visualizado como um ponto no
espaco n-dimensional. Segundo Jain, Duin e Mao (2000), o objetivo dessa
representacao € escolher as caracteristicas de modo que os padroes (vetores
de caracteristicas) pertencentes a diferentes classes ocupem regides compac-
tas e bem ordenadas do espaco n-dimensional de caracteristicas. Assim, a
efetividade dessa escolha sera maior quanto mais facil for separar os padroes
pertencentes as diversas classes.

Com base em um subconjunto de padroes das variadas classes (training
set), o objetivo da abordagem estatistica é definir fronteiras de decisao no es-
paco n-dimensional de caracteristicas que seja capaz de separar padroes que
pertencam as diferentes classes. Na abordagem estatistica, as fronteiras de
decisao sao determinadas pelas distribuicoes de probabilidade dos padroes,
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que devem ser conhecidas ou aprendidas a priori.

A abordagem neural, por outro lado, utiliza a andlise de discriminantes
nao lineares, que é uma analise geométrica. As fungoes discriminantes sao
construidas pela combinacéo linear de fungoes nao lineares basicas, tendo a
seguinte forma:

g(x)zéwigof(x,uf)(l)

A combinacao de X | e do vetor de parametros ¥ é um produto esca-
lar, ou seja, 9:(x,u]=0,(x"u) . A forma da funcao nio linear @, chamada de
funcdo de ativacao, é escolhida a priori e o procedimento de otimizacao de-
termina, a0 mesmo tempo, os parametros W; e ¥;. Em outras palavras, sao
escolhidas previamente as funcoes base, mas seus parametros sao adaptaveis
durante a fase de otimizacao.

Em suma, as principais caracteristicas das redes neurais sao: (i) habi-
lidade para aprender relacoes nao lineares entre entradas e saidas; (ii) utili-
zacao de procedimentos de treinamento sequenciais e (iii) capacidade de
adaptacao aos dados apresentados.

4 REDE PERCEPTRON MULTICAMADAS (MLP), APRENDIZADO E O ALGORIT-
MO DE RETROPROPAGACAO DO ERRO (ERRORBACKPROPAGATION)

De acordo com Bishop (2006), a rede perceptron multicamadas (MLP)
é o modelo mais bem sucedido que utiliza a abordagem neural no contexto
do reconhecimento de padroes. Uma rede neural é especificada, principal-
mente, pela sua topologia, pelas caracteristicas de seus nés e pelas regras de
treinamento.

As redes MLP sao organizadas em camadas, ligadas por conexdes uni-
direcionais, como mostra a Figura 3.
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Figura 3: Arquitetura de uma rede MLP com uma camada escondida
e uma camada de saida.
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Fonte: Bishop (2006).

O modelo matematico de uma rede MLP, tal qual a apresentada na
Figura 3, pode ser representado pela seguinte férmula:

M D
Vlx,w=o Zw(,;)h Zw(jli)xi (2)
7=0 =0

Na equacgao (2), as fungoes de ativacao o(*) e h(*) geralmente
tomam a forma da funcao sigmoide, dadas as suas caracteristicas de represen-
tar um mapeamento nao linear entre entrada e saida e de ser diferenciavel,
embora outras formas sejam admitidas, a depender da aplicacao.

D
S Z wx, , -

A combinagao linear & "/ "7, apds passar pela transformagao nao

linear h(*) , serve como entrada dos neurdnios da camada escondida. Esse
. . . 2] :
resultado é combinado linearmente com os pesos Wx e submetidos a uma

nova transformacao nao linear o(*) , resultando na saida Vi .

Em resumo, a rede MLP é um mapeamento nao linear de um conjunto
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S [ . S ]
de variaveis de entrada Ixz] para um conjunto de variaveis de saida |V« ,

controlado por um vetor de parametros ajustaveis ¥/, conhecidos como pesos
sinapticos.

O procedlmento de aprendlzagem (otimizacao) envolve a atualizacao
dos parametros we e Wﬂ de modo que a rede neural possa realizar a
tarefa de classificacao de forma eficiente. No caso da rede MLP, a regra de
otimizacao mais utilizada e difundida é aquela definida pelo algoritmo de
retropropagacao do erro.

Durante o treinamento com esse algoritmo, a rede opera em uma se-
quéncia de duas etapas. Primeiro, um padrdao — conjunto de variaveis {xi]
— é apresentado a camada de entrada da rede. O processamento é realizado
através da rede, camada por camada, até que a resposta seja produzida pela
camada de saida, em um processo iterativo.

Assim, o passo inicial da primeira etapa envolve o célculo do nivel de
ativacao e das saidas de todos os neurdnios da camada escondida e da cama-
da de saida. As saidas dos neuronios da camada escondida fazem o papel de
entrada para os neurénios da camada de saida. Em seguida, sao calculadas as
saidas dos neur6énios da camada de saida.

Na segunda etapa, a saida obtida é comparada com a saida desejada
para o padrao apresentado, pois a saida desejada ja se conhece a priori. Se
a safda obtida nao estiver correta, calcula-se o erro (diferenca entre as saidas
desejada e obtida), o qual é propagado a partir da camada de saida até a ca-
mada de entrada, em sentido inverso. Os pesos das conexdes das camadas
escondidas vao sendo modificados conforme o erro é retropropagado, utili-
zando a regra delta generalizada, cuja explicacao minuciosa foge ao escopo
deste artigo.

Essa etapa envolve o calculo dos gradientes locais dos neurénios da

camada de saida — 9] — e da camada escondida — 5,lt) _ e o ajuste dos
pesos de todos 0s neurdnios.

O segundo passo corresponde a atualizacao dos pesos sinapticos da
rede MLP. Dessa forma, para a camada escondida a regra de atualizacao dos
pesos para a préxima iteracao é dada por:

wlle+1)=w e )+ Vwllle)=w! ) +as, (1) x,1)(3)

Ji
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] o RFI
Para a camada de saida a regra de atualizagdo dos pesos W5 é a se-
guinte:

wi e+ 1)=w 1)+ Vil )=wd 1) +adr] y,1)(4)

7

Nas equacoes (3) e (4), “ & ” é um dos parametros de entrada do algo-
ritmo, conhecida como taxa de aprendizagem.

Em suma, quando um padrao é inicialmente apresentado a rede, ela
produz uma saida. Apés medir a distancia entre a resposta atual e a desejada
(erro), sao realizados os ajustes apropriados nos pesos das conexdes de modo
a reduzir essa distancia. Depois que a rede estiver treinada e o erro atingir
um nivel satisfatério, ela podera ser utilizada como uma ferramenta para
classificacao de novos dados.

O projeto de uma rede neural e o funcionamento desse algoritmo en-
volve a especificacao de uma série de parametros que influenciam decisi-
vamente em seu funcionamento, sua convergéncia e na capacidade de ge-
neralizacao da rede. Essas sao consideracoes que também nao se situam no
escopo deste artigo.

O exemplo a seguir ilustra, de forma bastante intuitiva, qual o pro-
blema que as redes neurais artificiais do tipo MLP, como classificadores de
padroes, buscam resolver. Suponha uma base de dados? que contenha infor-
macoes de um determinado género de flor, chamada fris. Essa base de da-
dos é composta dos seguintes atributos (caracteristicas) desse género de flor:
largura da pétala, comprimento da pétala, largura da sépala e comprimento
da sépala. A depender dos valores dessas caracteristicas, a flor é classificada
em uma de trés espécies (classes): iris virginica, iris setosa ou iris versicolor.
A base de dados tem varios registros e cada um deles associa o conjunto de
atributos da flor a sua respectiva espécie, como ilustra a tabela a seguir:

2 Base de dados disponivel em https:/archive.ics.uci.edu/ml/datasets/Iris.
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Tabela: Exemplo de apenas trés registros de uma base de dados de entra-
da para uma rede neural MLP

Sépala Pétala Espécie
comprimento (cm) | largura (cm) | comprimento (cm) | largura (cm)
4,8 3,4 1,6 0,2 Iris-setosa
6,2 2,2 4,5 1,5 Iris-versicolor
6,9 3,1 5,4 2,1 Iris-virginica

Fonte: Elaboracdo dos autores.

A rede neural do tipo MLP é treinada com parte desses registros alea-
toriamente escolhidos (training set), ou seja, apresenta-se a rede o conjunto
de dados de entrada (atributos) e a respectiva classe da flor, com a finalidade
de que a rede neural aprenda com esses dados. Apds o treinamento, a rede
neural passa a ser capaz de classificar, dentre uma das espécies da flor, um
novo padrao (conjunto dos quatro atributos da flor) que a ela se apresente,
com determinada taxa de acerto.

Para que se tenha uma visualizacdo grafica da solucao de classificacao
de uma rede neural do tipo MLP, a Figura 4 apresenta as fronteiras 6timas de

", n

separacao de duas classes de padroes representados pelos simbolos “*” e “0”.

Figura 4: Fronteiras de decisao (R1 e R2) de uma rede neural MLP

para classificacao de padroes de duas classes.

Fonte: Jain, Duin e Mao (2000).
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5 APLICACAO DA CLASSIFICACAO DE PADROES POR MEIO DAS REDES NEU-
RAIS ARTIFICIAIS AO DOMINIO DA AUDITORIA

Ainda que nao seja tao frequente quando comparada a outros ramos
do conhecimento, a utilizacao de redes neurais no campo da auditoria en-
contra diversos registros na literatura cientifica, ainda que as referéncias aqui
citadas nao sejam resultantes de uma exaustiva revisao.

Calderon e Cheh (2002) analisam estudos publicados em algumas cate-
gorias: avaliacao de riscos (trés estudos), identificacao de fraudes e erros (seis
estudos), emissao de opiniao do tipo going concern? (trés estudos), identifica-
cao de situacoes de demasiada exposicao a riscos financeiros (trés estudos) e
previsao de faléncia (doze estudos). Para esse autor, as redes neurais podem
ser superiores a outras técnicas quando os dados estao disponiveis em gran-
des amostras, a escala de valores a serem analisados é grande e associacoes
entre os dados sao pouco definidas e pouco perceptiveis.

Garrity, O’Donnell e Sanders (2006), ao defenderem a auditoria con-
tinua e o uso da inteligéncia computacional, também destacam aplicacoes
de redes neurais artificiais nas mesmas areas apontadas por Calderon e Cheh
(2002) e Koskivaara (2003).

Cerullo e Cerrullo (2006) analisam o uso de redes neurais para prever
a presenca de fraudes em demonstracoes financeiras, utilizando coeficientes
e informacdes da andlise das proprias demonstracdes contabeis. Os autores
afirmam que as redes neurais processam grandes quantidades de dados para
resolver problemas pelo reconhecimento de tendéncias e de relacionamen-
tos complexos e pouco perceptiveis para outros métodos computacionais.

Taha (2012) justifica o uso de redes neurais no dominio da auditoria
e conclui que as redes neurais sao melhores do que os métodos estatisticos
para o planejamento e execucao de auditorias. Na visao desse autor, as re-
des neurais podem apontar as demonstracoes financeiras com maior chance
de conter erros substantivos, orientando o auditor sobre a profundidade dos
testes de auditoria e oferecendo mais condicoes de que seja emitida uma
opiniao mais fidedigna sobre essas demonstracoes.

3 Também conhecida como avaliagao de continuidade. Consiste na andlise do fluxo de caixa de curto e médio
prazo de uma operagao, negocio ou empresa. Suporta decisoes estratégicas de curto prazo com base na geracdo de
caixa e liquidez do negdcio. Serve para revelar o félego financeiro da empresa para os proximos meses e decidir sobre
financiamentos, refinanciamentos, aportes e outros aspectos estratégicos, operacionais e financeiros.
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Pourheydari, Nezamabadi-Pour e Aazami (2012) utilizaram quatro téc-
nicas de classificacao de padroes para identificar opinides modificadas* e
nao modificadas® de auditoria sobre demonstracoes financeiras. Embora esse
estudo apresente outras conclusdes bastante interessantes, seus resultados
mostraram que a rede neural do tipo MLP provou ter alta capacidade de
identificar diferentes tipos de opinido de auditoria das demonstracoes conta-
beis, obtendo uma taxa de acerto de mais de 87%, considerando as opinioes
modificadas e nao modificadas em conjunto.

Por fim, Byrnes et al (2014) defendem a apropriacao das técnicas de
analise de dados pelos padroes de auditoria. Na visao dos autores, a evolu-
cao tecnologica, a exemplo da computacdo em nuvem, e o avanco da cién-
cia de dados fornecem subsidios para o aumento da efetividade e da eficién-
cia dos trabalhos de auditoria. Defendem que a incorporacao da inteligéncia
computacional permitiria a realizacao de auditorias continuas e preditivas, a
deteccao de fraudes de forma mais efetiva e a emissao de opiniao de forma
mais segura.

Os autores apontam ainda diversas oportunidades que siao potenciali-
zadas pelo uso da analise de dados em auditorias financeiras, como: iden-
tificacao de riscos associados a contratos de auditoria (riscos de faléncia e
fraudes da alta administracdo); identificacao de riscos de erros materiais e
realizacao de testes substantivos e identificacdo de desconformidades das
demonstracoes contabeis devido a fraudes.

Essas aplicacoes sao aderentes, quase que em sua totalidade, aos tra-
balhos realizados pelos 6rgaos de controle. Ademais, o reconhecimento de
padroes, utilizando-se de redes neurais artificiais, pode ser utilizado em di-
versos outros problemas de auditoria, por exemplo: a identificacao de frau-
des em processos licitatérios e de concessao de beneficios de programas go-
vernamentais, identificacao de atos de registro inaptos a registro, bem como
ferramenta para auditoria continua e preditiva dos Balancos Gerais dos entes
federativos, objeto da andlise anual das contas de governo dos chefes do
Poder Executivo em todos os niveis.

4 Opiniao com ressalva, opinido adversa e abstengao de opiniao sobre as demonstragdes contabeis. Necessa-
ria quando: (a) o auditor conclui, com base em evidéncia de auditoria obtida, que as demonstragoes contabeis como um
todo apresentam distor¢oes relevantes; ou (b) o auditor ndo consegue obter evidéncia de auditoria apropriada e suficiente
para concluir que as demonstragdes contabeis como um todo nao apresentam distor¢oes relevantes.

5 E a opiniao expressa pelo auditor quando ele conclui que as demonstragdes contabeis sdo elaboradas, em
todos os aspectos relevantes, de acordo com a estrutura de relatério financeiro aplicavel.

213



6 FOMENTANDO O USO DA INTELIGENCIA COMPUTACIONAL NO EXERCi-
ClO DO CONTROLE EXTERNO DA ADMINISTRACAO PUBLICA FEDERAL

Ja é consolidado o entendimento de que compete ao Tribunal de Con-
tas da Uniao (TCU) nao somente o controle de legalidade e conformidade,
mas também o controle de eficiéncia, economicidade, eficacia e efetividade
dos atos de gestao daqueles que utilizam, arrecadam, guardam, gerenciam
ou administram dinheiros, valores e bens publicos.

Para realizar o controle externo em todas as suas dimensodes, o TCU
detém diversas competéncias, insculpidas em normas constitucionais e infra-
constitucionais. Essas competéncias, ao longo do tempo, tém se tornado bas-
tante complexas e variadas, demandando uma atuacao tempestiva, focada e
inteligente, de forma a otimizar os escassos recursos postos a disposicao dos
orgaos de controle.

A sociedade, cada vez mais conectada e consciente da necessidade de
maior transparéncia no uso dos recursos publicos, tem demandado, de for-
ma crescente, a disponibilizacao de bases de dados governamentais. Nesse
contexto, o TCU tem se deparado, muitas vezes, com a necessidade de ma-
nipular adequadamente essas informacoes e utilizé-las a fim de auxiliar em
sua missao de aprimorar a Administracao Publica em beneficio da sociedade
por meio do controle externo.

Foi nesse cenario que a Presidéncia do TCU, durante a atual gestao,
decidiu empreender acoes que fomentem o uso da inteligéncia computacio-
nal aplicada ao controle.

Dois direcionadores estratégicos definidos para o Planejamento Estra-
tégico 2015-2021 do TCU, aprovado pela Portaria-TCU 141, de 1/4/2015,
destacam-se nesse contexto: (i) usar inteligéncia de controle para identificar
em larga escala riscos de inexecucao ou execucao inadequada de produtos e
servicos e induzir tais praticas aos demais jurisdicionados; e (ii) desenvolver
capacidade organizacional ampla para trabalhar com recursos tecnolégicos
emergentes e analisar grandes bases de dados (Big Data).

No nivel tatico, o Plano de Controle Externo referente ao biénio 2015-
2017 define uma linha de acao aderente a esse movimento, qual seja, a de
fiscalizar, de forma continua, a partir do tratamento de dados de bases infor-
macionais, a utilizacao de recursos publicos, com vistas a detectar e corrigir
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tempestivamente possiveis desvios.

Uma destacada iniciativa associada a esse movimento foi a inaugura-
cdo, em 28/9/2015, do Centro de Pesquisa e Inovacdo (CePl) do TCU. Essa
unidade, que ja havia iniciado suas atividades em janeiro de 2015, tem por
finalidade fomentar a pesquisa aplicada no TCU e coordenar o Laboratério
de Inovacao e Coparticipacao (coLAB-i).

O coLAB-i tem o objetivo de apoiar projetos inovadores, garantir a ges-
tao do conhecimento de solucdes desenvolvidas, coordenar acbes de coopera-
¢ao e promover agoes de capacitacao e eventos em assuntos na fronteira do co-
nhecimento. Além disso, o coLAB-i, primeiro laboratério de inovacao em um
orgao de controle, teve o privilégio de ja entrar para o seleto grupo que consta
no mapa mundial de laboratérios da Nesta, no seu primeiro ano de vida.

Além disso, o TCU tem promovido semindarios e cursos de capacitacao
em andlise de dados e a premiacao, por intermédio do programa Reconhe-
Ser, de diversos projetos que aplicam ferramentas da ciéncia de dados.

7 CONCLUSAO

O réapido crescimento da capacidade de processamento computacional
e da disponibilidade de grandes bases de dados facilitou o uso de métodos
mais elaborados de andlise e classificacao de dados. Nesse contexto, as téc-
nicas de reconhecimento de padroes, a exemplo das redes neurais artificiais,
ganharam destaque em aplicacdes nos mais variados ramos do conhecimento.

As redes neurais artificiais sao sistemas de processamento numérico for-
mados por unidades de processamento altamente conectadas. Essas unidades
de processamento, quando ligadas em rede, sao capazes de mapear relaciona-
mentos nao lineares presentes em grandes bases de dados. Utilizando a teoria
da andlise de discriminantes nao lineares e do algoritmo de retropropagacao
do erro para treinamento e otimizacao de seus parametros, as redes neurais
do tipo perceptron multicamadas sao capazes de generalizar o conhecimento
adquirido e classificar padroes com altas taxas de acerto.

A classificacdo de padroes com o uso de redes neurais pode auxiliar
os 6rgaos de controle em todas as etapas de suas auditorias, seja na fase de
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planejamento, de execucdo ou de relatério. Diversos estudos tém apresentado
aplicacoes em avaliacdo de riscos, identificacao de fraudes e erros, avaliacao
de continuidade (emissao de opiniao do tipo going concern), identificacao de
situacoes de demasiada exposicdo a riscos financeiros, previsao de faléncia,
identificacao de opinides modificadas e nao modificadas de auditoria sobre
demonstracoes financeiras, dentre outras. O campo de aplicacao é vasto e
ainda pouco explorado.

A atividade de controle externo, em particular, tem como insumo e
produto a informacdo e o conhecimento, elementos cada vez mais depen-
dentes da tecnologia da informacao. O tratamento de dados, para deles ex-
trair informacoes, é, portanto, condicao indispensavel para alavancar as ativi-
dades de controle em uma sociedade cada vez mais conectada.

Haja vista a escassez de recursos frente aos crescentes desafios das
Cortes de Contas, o uso de redes neurais como ferramenta de apoio pode se
revelar um instrumento importante para aprimorar a efetividade, a eficiéncia
e até a economicidade dos trabalhos realizados por essas instituicoes.

O TCU, atento a essa realidade e a necessidade de tornar a sua atuacao
cada vez mais focada, tempestiva e inteligente, tem incentivado o uso da
ciéncia de dados aplicada ao controle externo por meio de diversas acoes
constantes de seu Planejamento Estratégico e de seu Plano de Controle Exter-
no. Merece destaque a inauguracdo, em 28/9/2015, do Centro de Pesquisa
e Inovacao (CePI).
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